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摘　要　面向学生的个性化试题推荐是智能教育领域重要的研究课题，现有的试题推荐工作大多采用协同过滤的
方法或基于认知诊断的方法．然而，协同过滤的试题推荐方法往往忽略了学生的学习状态（知识点掌握情况）；基于
认知诊断的方法只能建模单个学生的学习状态，不能利用相似学生的共性特征．针对以上问题，文中提出一种基于
学生知识点掌握程度的协同过滤试题推荐方法．该推荐方法分为３步：第１步结合认知诊断模型，根据学生已有的
答题情况和试题知识点的关联对学生的试题掌握水平进行建模；第２步将学生的试题掌握水平用于概率矩阵分解
预测学生的答题情况；第３步根据得分预测和试题难度向学生进行相应的试题推荐．该推荐方法同时考虑了被推
荐学生学习的个性和群组学生学习的共性，在保证试题推荐解释性的同时提高了试题推荐的可靠性．最后，文中通
过大量对比实验证明了该方法在进行学生试题推荐时能够保持精确性和可解释性．
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１　引　言
伴随着大数据时代的到来，智能教育和在线教

育的发展越来越快，它们能够便捷地为学生提供试
题练习，帮助学生巩固学习的知识［１２］．然而，由于试
题资源数量庞大，学生想在有限的时间内练习所有
的试题几乎是不可能的．因此，如何帮助学生在浩如
烟海的试题资源中找到合适的试题是一个重要的
问题［３４］．

近年来，学者们尝试将推荐系统的相关技术应
用到试题推荐的问题中［１，５］．类比于传统推荐系统
在电子商务领域的应用，他们将教育学的学生对象
看作电子商务中的用户，试题看作商品，学生在试题
的得分看作用户对商品的评分．因此，学生试题的得
分预测就可以使用推荐系统中常用的方法解决．这
种方法简单易懂，取得了良好的效果［５］．在传统的推
荐系统中，基于协同过滤的方法是应用最广的一类
算法［６８］，它又可分为两类：一类是基于近邻的协同
过滤方法，另一类是基于模型的协同过滤方法．应用
于试题推荐问题时，基于近邻的协同过滤方法首先
根据学生在试题上的答题记录计算学生之间的相似
度找到最相似学生，通过相似学生的得分对目标学
生进行得分预测，进一步根据预测的得分进行试题
推荐［７］；基于模型的协同过滤方法以矩阵分解［９］方
法应用最为广泛，它将学生和试题分解成一组潜在
因子的影响因素，构造学生和试题的低维矩阵，来刻
画学生和试题在低维空间中的表现程度，并据此来
预测学生在试题上的得分，进一步根据预测的得分
进行试题推荐．文献［７］的实验结果和文献［１０］的实
验结果说明，协同过滤的方法可以提高学生得分预

测效果，提高试题推荐的准确度．
教育数据挖掘中的认知诊断方法也可以用于学

生个性化试题推荐．认知诊断方法首先通过各种不
同的模型对学生进行能力建模，建模所得到的参数
均具有很强的解释性意义，并在用于学生得分进
行预测和试题推荐时表现较好．不同于传统推荐系
统中的将学生视为用户和将试题视为商品对象，在
教育数据挖掘中，有学者认为试题受到一组显式的
知识点关联，即试题会考查一组给定的、相关联的知
识点，并用犙矩阵表示［１１］．且认为学生在试题上的
表现受到学生对于试题所考察知识点的掌握程度的
影响．表１为一个简单的犙矩阵的示例，矩阵的每
一行代表一个试题，每一列代表一个知识点（如一元
二次方程），从表１中可以看出试题犼２关联知识点狊１
和狊２．学生在试题上的得分受学生在试题所关联知
识点上的掌握程度的影响，对学生的能力（知识点
掌握程度）的建模过程在认知心理学中被称为认
知诊断模型［１２］．认知诊断模型需要在建模学生的
同时保证较好的解释性［１１，１３１４］，常见的认知诊断模
型有项目反映理论（ＩｔｅｍＲｅｓｐｏｎｓｅＴｈｅｏｒｙ，ＩＲＴ）
和ＤＩＮＡ模型（ＤｅｔｅｒｍｉｎｉｓｔｉｃＩｎｐｕｔｓ，Ｎｏｉｓｙ“Ａｎｄ”
ｇａｔｅｍｏｄｅｌ）［１１１２，１５］．其中，ＩＲＴ［１５］将学生描述成一
维的能力值，并结合试题参数（难度，区分度等）对学
生进行建模．ＤＩＮＡ模型［１１］结合犙矩阵，将学生描
述成一个在多维知识点上的掌握向量，从而对学生
建模．对于得到的学生模型，可以进一步预测试题得
分从而进行试题推荐．虽然认知诊断模型通过结合
教育学的领域知识（试题参数、犙矩阵等）保证了其
结果的解释性，然而由于学生的知识点掌握情况有
一定的隐蔽性，无法直接对它进行测量，仅能通过学
生的答题情况来推测其知识点掌握情况，推测过程
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中误差可能会导致学生知识点掌握程度的判断欠准
确［１６］．因此，仅通过学生知识点掌握情况进行学生
试题推荐（得分预测）的误差相对较大．

表１　试题知识点关联犙矩阵

试题 知识点
狊１ 狊２ 狊３ 狊４ 狊５

犼１ １ ０ ０ ０ ０
犼２ １ １ ０ ０ ０

总结起来，传统的协同过滤推荐方法和基于认
知诊断的方法在应用于学生个性化试题推荐时各有
优势而又各有不足．传统的协同过滤推荐方法在应
用于个性化试题推荐场景时的不足在于协同过滤方
法忽略了学生试题相关联的知识点信息，使其在个
性化试题推荐的场景下［９］：（１）难以保证推荐结果
的可解释性，即无法向学生说明推荐某一试题的原
因，学生不了解自己为什么被推荐某一试题（是因为
对哪一知识点掌握的不足？）；（２）不能保证试题推
荐结果的合理性，即所推荐的试题并不一定对学生
的练习提高有所帮助．传统推荐算法仅根据学生的
做题偏好给出推荐，这种推荐极易给出简单试题或
难题，然而在个性化试题推荐的背景下，并不是向目
标学生推荐越难的试题就越好，也不是向其推荐越
简单的试题就越好［４，１７］，应当推荐对学生的知识掌
握有提升帮助的相关试题．例如在学习的提高阶段，
学生可能需要有一定难度的试题进行练习以得到知
识点掌握程度的提升，而在学习的巩固阶段，则需要
中等难度的试题进行学习的巩固，然而基于协同过
滤的推荐系统在推荐的过程中并不考虑学生之间知
识点掌握程度的差异，推荐结果往往不够合理．另一
方面，传统的基于认知诊断的试题推荐方法，虽然在
充分利用学生的个性化知识点掌握程度的基础上保
证了推荐结果的可解释性，却不能像协同过滤方法
一样对相似学生的共性进行建模．在学生知识点掌
握程度建模的过程中，各种建模方法都存在由于忽
略了学生学习之间的共性，从而使得对数据隐含的
信息挖掘不够充分的情况，并且学生知识点掌握程
度作为学生的潜在隐藏属性难以准确测量，对学生
的知识点掌握程度建模可能欠准确，容易造成较大
的建模和推荐误差．由于以上原因，基于认知诊断的
试题推荐方法难以实际运用．

可以看出，目前个性化学生试题推荐研究中存
在的主要问题有以下两个方面：（１）如何从学生、试
题、知识点三者关系中精准对学生的个性化知识点

掌握程度进行建模，使其能够合理应用于试题推荐？
（２）如何有效结合学生个性化知识点掌握程度和相
似学生的共性特征来解决个性化学生试题推荐问
题，并同时保证推荐结果的合理性和可解释性？

为了解决以上问题，本文提出了一种基于认知
诊断的个性化试题推荐方法ＰＭＦＣＤ，希望通过融
合两者的优势来弥补各自在试题推荐应用上表现出
来的不足．ＰＭＦＣＤ合理地结合了协同过滤和认知
诊断各自的优势，能够生成精准且具有可解释性的
学生个性化试题推荐．本文所提出的个性化试题推
荐方法的输入为学生答题得分矩阵犚和由教育专
家标记的试题知识点关联矩阵（犙矩阵）；该方法的
第１步通过认知诊断模型对学生知识点掌握进行建
模得到学生的个性化知识点掌握程度，并根据学生
的个性化知识点掌握程度推测学生在试题上的掌握
程度；第２步将学生在试题上的掌握程度作为先验
参数应用于概率矩阵分解中（ＰｒｏｂａｂｉｌｉｓｔｉｃＭａｔｒｉｘ
Ｆａｃｔｏｒｉｚａｔｉｏｎ，ＰＭＦ）［１０，１８］，推荐方法的第２步同时
结合学生之间的学习共性和学生个人的试题掌握程
度特性进行得分预测，通过在ＰＭＦ分解中加入认
知诊断因素（学生个性化试题掌握程度），可以使得
ＰＭＦ分解的低维潜在因子包含学生的个性特征，提
高结果的解释性；第３步通过调整推荐试题对于学
生的难度，从而给学生进行个性化的试题推荐，保证
推荐结果的合理性．因此，不同于传统的推荐系统仅
围绕用户的兴趣点进行单一的推荐，ＰＭＦＣＤ可根
据学生的不同学习状态推荐不同难度的试题．最后，
本文在两组真实的高中学生数学考试数据上的大量
实验，验证了本文所提出的基于认知诊断的个性化
试题推荐方法ＰＭＦＣＤ所生成推荐结果的有效性
和可解释性．总之，本文所提出的个性化试题推荐方
法的主要创新如下：

（１）据作者所知，ＰＭＦＣＤ是首个可以结合ＰＭＦ
和认知诊断进行个性化试题推荐的方法．它从学生
知识点掌握角度对学生建模，结合ＰＭＦ对学生进
行试题推荐，同时具备传统推荐方法所具备的精确
性，以及认知诊断的可解释性．

（２）该方法结合学生自身和其相似学生的做题
情况进行试题推荐，能考虑每个学生的学习情况个
性和学生之间的共性，提高了推荐结果的可靠性．

（３）ＰＭＦＣＤ引入试题推荐难度范围参数，使
得该推荐方法可以向学生推荐不同难度范围的试
题，具有很好的扩展性和合理性．

本文第２节将介绍试题推荐的相关技术；第３节
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将介绍问题定义和准备知识；第４节将介绍ＰＭＦＣＤ
的框架和技术方法；第５节通过大量实验验证ＰＭＦ
ＣＤ的有效性和可解释性；最后，第６节将总结本文
并提出展望．

２　相关工作
本节将从推荐系统认知诊断两个部分介绍试题

推荐方法的相关工作．
２１　推荐系统

推荐系统是数据挖掘中重要的应用［１９］，可以有
效地在海量的资源中快速定位用户可能感兴趣的内
容．在推荐系统中，基于排序和基于评分预测的推荐
方法是目前最流行的两种推荐方式．近年来，有学者
将基于排序和基于评分预测的推荐方法分别应用到
教育的相关研究中，在试题推荐等方面取得了一定
的成果［５，１８，２０］．

对于这两种不同的推荐方式，在众多的推荐算
法中，协同过滤（ＣｏｌｌａｂｏｒａｔｉｖｅＦｉｌｔｅｒｉｎｇ）是其中应
用最广泛的推荐算法之一［８］，也是目前研究最深入
的推荐算法之一，通过分析和目标用户的相似用户
（如用户评分相似、兴趣偏好相似、用户行为相似等）
来对目标用户进行推荐．

在基于排序的推荐方法应用于学生个性化试题
推荐方面，Ｓｅｇａｌ等人［２０］提出了联合协同过滤和社
会选择理论的学生个性化建模方法ＥｄｕＲａｎｋ．该方
法通过协同过滤找到待推荐学生的相似学生，并根
据相似学生在试题上的排序获得目标学生在不同试
题上的难度排序．该方法可以用于帮助教师自动筛
选适合学生的习题．

推荐系统中除了可以联系试题难度排序进行个
性化试题推荐外，还可以通过预测学生在试题上的
得分（ＰｒｅｄｉｃｔＳｔｕｄｅｎｔＰｅｒｆｏｒｍａｎｃｅ，ＰＳＰ）来进行个
性化试题推荐［３］．应用于个性化试题推荐的协同过
滤算法又可以分为基于近邻的协同过滤和基于模型
的协同过滤［２１］．其中，基于近邻的协同过滤方法首
先根据学生在试题上的答题记录计算学生之间的相
似度，找到目标学生的相似学生群组，通过相似学生
的得分对目标学生进行得分预测，进一步根据预测
的得分进行试题推荐［７］．基于近邻的协同过滤方法
自提出以来在许多数据挖掘领域的得到了较理想的
效果，且已经有学者将其用于教育领域的个性化推
荐［２２］，包括试题推荐、学习材料推荐、退学预警等．
文献［２３］提出一种在线学习背景下基于模糊树匹配

用户学习材料个性化推荐；除了向单个学生进行学
习材料的个性化推荐之外，文献［２４］提出了一种融
合不同学生的学习兴趣并向一组学生进行个性化学
习材料推荐的方法．但由于使用近邻学生表现预测
学生表现时，会丢失学生自身的一些学习特性，基于
近邻的协同过滤算法在教育应用中存在一定的局限
性．基于模型的协同过滤算法在教育学应用最为广
泛的是矩阵分解［１０］，它通过构造学生和试题的低维
矩阵，刻画学生和试题在低维空间中的表现程度，并
据此来预测学生在试题上的得分，从而进行试题推
荐．文献［９１０］表明，矩阵分解已经可以取得较好的
推荐精确度．近年来不断有学者提出概率矩阵分解
在各种不同的场景下的改进方法，文献［２５］提出在
矩阵稀疏的情况下引入用户对项目的标签判断用户
之间的相似性，并通过为用户和项目分配特有的高
斯分布来保证相似的用户可以分解得到相似的隐变
量从而提升建模的效果；文献［２６］提出了通过捕获
丢失数据和观察过程之间的复杂依赖关系来对非随
机缺失数据进行概率矩阵分解方法．但由于概率矩
阵分解得到的潜在向量的含义难以解释，使其在用
于试题推荐时具有一定的局限性［９］，推荐结果的可
解释性不强．
２２　认知诊断

在认知心理学中，认知诊断模型可以较好地从
知识点层面对学生的认知状态进行建模，并在学生
矫正计划、学习退学预警等应用中取得了良好的效
果［１３］．现存有大量的认知诊断模型，可以从两个方
面对这些认知诊断模型进行分类［１２］，一方面，认知
诊断模型可以分为离散型和连续型［１２，２７］；另一方
面，认知诊断方法可以分为一维技能或多维技能的
认知诊断［１１，１５］．在众多的认知诊断模型中，应用最
广泛的是一维连续认知建模的项目反应理论
（ＩＲＴ）［１５］以及多维离散认知建模的ＤＩＮＡ模型［１１］．

其中ＩＲＴ仅通过学生在试题上的答题情况将学
生建模为一维连续能力值，并以这一个单一的能力值
表示学生的综合能力．在ＩＲＴ模型下，学生被刻画成
一个具有单一能力值的对象，除题目自身的因素（区
分度、难度、猜测度）之外学生在题目上的表现情况
仅受到这单一的综合能力影响．然而在实际运用中，
由于不同的试题考察范围的不同导致单一的学生
综合能力难以刻画学生在不同维度（知识点）上的能
力差距，对此有学者提出了补偿性多维ＩＲＴ模型
ＭＩＲＴＣ，和非补偿性多维ＩＲＴ模型ＭＩＲＴＮＣ［１２］．
这两类模型均可以将学生的能力在多个维度上分别
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建模，是ＩＲＴ模型建模所得到的学生能力值在维度
上的改进．

在引入了知识点相关的能力维度后，有学者提
出一个试题所考察的多个知识点之间的相互作用可
以分为两类［１２］，分别为“连接性的”知识点相互作用
和“补偿性的”知识点相互作用．ＤＩＮＡ模型［１１］属于
多维离散认知建模，且该模型认为知识点间的相互
作用是“连接性的”．ＤＩＮＡ模型除了使用学生在试
题上的答题情况之外还引入了试题知识点关联矩
阵（犙矩阵），通过联合更多的教育领域内特有的信
息对学生的知识点掌握程度进行诊断并将学生建
模成一个在多维知识点上的掌握向量，其中向量
的每一维表示学生是否掌握了对应维度上的知识
点．ＤＩＮＡ模型可以进一步结合试题上的猜测和失
误参数，并预测学生在试题上的表现情况．继ＤＩＮＡ
模型之后多名学者提出了改进的ＤＩＮＡ模型，包括
ＨＯＤＩＮＡ、ＰＤＩＮＡ、ＧＤＩＮＡ等［２７］．然而上述工作
都只能给出学生知识点的离散化掌握程度（知识点
掌握或未掌握），在实际中，对知识点的掌握程度是
０．９和０．７的两个学生在做题的表现上仍具有一定
的差距，在ＤＩＮＡ模型和其改进的模型中可能对这
两个学生的建模结果均为掌握了该知识点，无法
体现学生在知识点掌握程度上的细微差别．因此，
ＤＩＮＡ模型在学生建模的精确度上具有一定局限
性，无法量化诊断结果．

此外，ＩＲＴ模型和ＤＩＮＡ模型只能处理离散数
据，因此它对学生在客观题（得分非对即错）上的诊
断具有良好的效果，但却不能精准地建模学生在主
观题（得分为连续的值）上的表现．针对这一问题，有
学者结合模糊系统，提出了一种针对主客观题联合
的学生建模方法［１４］，并取得了良好的建模效果．

３　问题定义及准备知识
针对所要进行的具体工作，本节介绍了ＰＭＦＣＤ

试题推荐方法的问题定义以及准备知识．
在教育领域的试题推荐问题中，一方面，给定

学生集合犘＝｛犘１，犘２，…，犘犝｝，试题集合犑＝
｛犑１，犑２，…，犑犞｝，学生试题得分矩阵犚＝［狉狌狏］犝×犞，
其中，狉狌狏＝１表示学生狌答对试题狏，狉狌狏＝０表示学
生狌答错试题狏；另一方面，对试题集合犑所考察的
所有知识点犛＝｛犛１，犛２，…，犛犓｝，试题与知识点关联
情况由犙矩阵［１１］定义：犙＝［狇狏犽］犞×犓，其中，狇狏犽＝１
表示试题狏考查知识点犽，狇狏犽＝０表示试题狏未考

查知识点犽，试题对知识点考查情况由教育领域内的
专家标注得到．则个性化试题推荐问题可定义如下．

定义１．　给定学生集合犘、试题集合犑、知识点
集合犛，学生得分矩阵犚和试题知识点关联犙矩阵，
本文主要的研究目标为：（１）如何对给定学生犘狌的
做题记录和犙矩阵，同时考虑其个性学习状态和相
似学生的共性信息，得到精确的得分预测？（２）如何
进一步针对试题对于学生的难度信息，给出精确且
具有可解释性的试题推荐？

表２给出了问题所需要的符号及对应描述．
表２　试题推荐问题所涉及的符号及描述

符号 描述
犘 学生集合
犘狌 学生狌
犑 试题集合
犑狏 试题狏
犚 学生试题得分矩阵
狉狌狏 学生狌在试题狏上的得分
犛 知识点集合
犛犽 知识点犽
犙 知识点考查矩阵
狇狏犽 试题狏对知识点犽的考查情况
α狌 学生狌的知识点掌握向量
α狌犽 学生狌对知识点犽的掌握情况
η狌狏 学生狌对试题狏的潜在作答情况
犕狌 学生狌潜在特征向量
犖狏 试题狏潜在特征向量

３１　学生知识点掌握情况诊断
为了得到学生的学习状态（学生个性状态），

ＰＭＦＣＤ使用ＤＩＮＡ模型［１１］诊断学生的知识点掌
握程度．传统ＤＩＮＡ模型通过联合学生的做题情况
犚矩阵和试题知识点关联犙矩阵对学生进行建模．
每个学生犘狌描述为一个知识点掌握程度向量α狌＝
｛α狌１，α狌２，…，α狌犓｝，其中每一维对应一个知识点，
α狌犽＝１表示学生狌掌握知识点犽，α狌犽＝０表示学生狌
未掌握知识点犽．

在已知学生犘狌的知识点掌握向量α狌的情况下，
对于学生犘狌未作答的试题犑狏，可以根据下式（１）获
得学生犘狌对试题犑狏的潜在作答情况：

η狌狏＝∏
犓

犽＝１
α狇狏犽狌犽 （１）

其中，η狌狏＝０表示学生犘狌无法正确回答试题犑狏，若
η狌狏＝１，则认为学生犘狌可以正确回答试题犑狏．

此外，ＤＩＮＡ模型还引入试题参数（失误率
（狊犾犻狆）和猜测率（犵狌犲狊狊犻狀犵））来建模学生在真实状态
下的答题情况．具体地，学生犘狌对试题犑狏的响应由
下式（２）给出：

犘狏（α狌）＝犘（犚狌狏＝１｜α狌）＝犵１－η狌狏狏 （１－狊狏）η狌狏（２）
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由于ＤＩＮＡ模型中认为知识点之间的相互关系是
“连接性的”，其中失误率狊狏定义为对于掌握了试题
所需全部技能的学生仍然无法答对试题狏的概率；
猜测率犵狏定义为未掌握试题所需全部技能的学生
答对试题狏的概率．

ＤＩＮＡ模型使用ＥＭ算法来最大化式（２）的边
缘似然［１１］，从而得到狊^１，狊^２，…，狊^犞和犵^１，犵^２，…，犵^犞的
参数估计；并且学生犘狌的知识点掌握向量α狌可以通
过最大化该学生试题得分后验概率来确定（式（３）），
从而得到学生的二分知识点掌握向量．

α^狌＝ａｒｇｍａｘα
（α｜犚狌）

＝ａｒｇｍａｘα
犔（犚狌｜α，狊^狏，犵^狏）Ρ（α）

＝ａｒｇｍａｘα
犔（犚狌｜α，狊^狏，犵^狏）

＝ａｒｇｍａｘα ∏
犞

狏＝１
Ρ（犚狌｜α，狊^狏，犵^狏） （３）

在获得了学生知识点掌握情况后，便可以结合
学生知识点掌握情况和待推荐试题的知识点考查情
况，作为本文所提出的ＰＭＦＣＤ试题推荐方法的先
验进行学生答题情况预测，并用于推荐．
３２　概率矩阵分解（犘犕犉）

概率矩阵分解（ＰＭＦ）作为一种传统的预测方
法，被广泛的用于推荐系统［９］．将ＰＭＦ应用于学生
试题推荐时，可以通过预测学生在试题上的得分来
进行学生个性化试题推荐．首先通过将学生和试题
分别对应到传统推荐系统中的用户和商品（或电影
之类的待推荐项目），学生的答题情况犚矩阵及对
应用户对物品的喜爱程度．

图１　学生成绩ＰＭＦ图模型

图１为将概率矩阵分解应用于学生得分矩阵分
解时的图模型，ＰＭＦ将学生得分矩阵犚分解成学生
和试题的特征矩阵犕、犖，中犕∈犣犇×犝、犖∈犣犇×犞且
犕狌和犖狏分别表示特定学生狌和试题狏的潜在特征

向量来刻画学生和试题低维空间下的表现．则学生
试题得分犚满足条件分布如式（４）所示：

狆（犚｜犕，犖，σ２）＝∏
犝

狌＝１∏
犞

狏＝１
［Ν（犚狌狏｜犕Ｔ狌犖狏，σ２）］（４）

其中Ν（狓｜μ，σ２）是均值为μ、方差为σ２的高斯分布
概率密度函数．同时，ＰＭＦ假设学生和试题的特征
向量满足均值为０的高斯分布：

狆（犕｜σ２犕）＝∏
犝

狌＝１
Ν（犕狌｜０，σ２犕Ι），

狆（犖｜σ２犖）＝∏
犞

狏＝１
Ν（犖狏｜０，σ２犖Ι） （５）

通过贝叶斯推论，学生和试题的特征向量的后验概
率推导如下：
狆（犕，犖｜犚，σ２犚，σ２犕，σ２犖）∝
　　狆（犚｜犕，犖，σ２犚）狆（犕｜σ２犕）狆（犖｜σ２犖）

　＝∏
犝

狌＝１∏
犞

狏＝１
［Ν（犚犻犼｜犵（犕Ｔ狌犖狏），σ２犚］犐犚狌狏×

∏
犝

狌＝１
Ν（犕狌｜０，σ２犕Ι）×∏

犞

狏＝１
Ν（犖狏｜０，σ２犖Ι）（６）

ＰＭＦ算法的图模型如图１所示，通过式（６），可
以仅通过已有的学生试题得分记录分解得到学生和
试题的低维潜在因子向量，能够很好地刻画学生和
试题的表现．

４　基于认知诊断的个性化试题推荐
方法（犘犕犉犆犇）
针对基于协同过滤的学生个性化试题推荐方法

和基于认知诊断的学生个性化试题方法各自所表现
出来的不足，本文提出了一种新的学生个性化试题
推荐方法ＰＭＦＣＤ，该方法通过结合协同过滤中的
概率矩阵分解方法和认知诊断中的ＤＩＮＡ模型，使
得最终得到的个性化推荐试题同时具备认知诊断所
得到的良好的可解释性和概率矩阵分解所得到的良
好的推荐效果．
４１　犘犕犉犆犇方法整体框架

本节介绍了本文所提出的ＰＭＦＣＤ的技术方
案，ＰＭＦＣＤ的整体流程图如图２所示．从图中可
以看出该推荐方法主要分为３个步骤：

（１）输入：学生的做题情况犚矩阵和试题知识
点关联犙矩阵（由领域内专家标注）．

（２）学生认知诊断（第１步）：使用ＤＩＮＡ模型
对学生知识点掌握程度进行建模，获得学生的知识
点掌握程度，并根据学生在知识点上的掌握程度建
模学生在试题上的掌握水平．
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图２　ＰＭＦＣＤ整体框架
（３）学生得分预测（第２步）：结合ＰＭＦ方法，

并引入学生在试题上的掌握情况和待推荐试题知识
点考察情况作为学生潜在因子和试题潜在因子的先
验，据此预测学生试题得分．

（４）输出（第３步）：根据实际需求，设置待推荐
试题相对于待推荐学生的题目难度范围［β１，β２］，并
筛选学生正确作答概率在推荐难度范围内的试题，
从而向每个学生进行个性化试题推荐．
４．２．１节将介绍ＰＭＦＣＤ试题推荐方法的第１

步学生认知诊断；４．２．２节将介绍第２步，结合学生
认知诊断结果的学生得分预测；４．２．３节将介绍该
推荐方法的第３步，根据学生得分预测进行学生个
性化试题推荐．
４２　犘犕犉犆犇方法具体做法

如前文所述，直接应用ＤＩＮＡ模型和ＰＭＦ进
行得分预测均存在一定的不足，前者由于对内在因
素衡量的不确定性导致预测准确性低，后者忽略了
学生学习的个性且可解释性弱．为此，本文提出的
ＰＭＦＣＤ方法结合ＤＩＮＡ模型和ＰＭＦ进行学生表
现预测，作为试题推荐的基础．
４．２．１　学生认知诊断（第１步）

由于学生知识点掌握程度以及试题难度之间都
有一定的差异，所以仅仅使用学生和学生作答信息
通过概率矩阵分解获得学生和题目的低维特征并预
测学生表现会损失一部分信息［９］，损失的信息包括
不同学生的知识点掌握情况的差异和不同试题的难
度的差异等．为此，我们首先使用ＤＩＮＡ模型对学
生知识点掌握程度进行建模．

在使用ＤＩＮＡ模型为学生知识点掌握程度进
行建模时，针对ＤＩＮＡ模型只能给出学生在知识点

上的离散化的掌握程度（只有掌握和未掌握两种）的
不足，本文通过考虑所有可能的α后验概率来获得
该概率化的学生知识点的掌握程度，使其可以对学
生知识点的掌握程度进行概率化建模并将学生的知
识点的掌握程度模拟为０～１之间连续数值．重定义
估计技能向量α～狌并按照下式（７）计算学生犘狌对技
能犛犽的掌握程度：

α～狌犽＝Ρ（α狌犽＝１｜犚狌）＝
∑α狌犽＝１Ρ（α狓｜犚狌）

∑
２犓

狓＝１
Ρ（α狓｜犚狌）

＝
∑α狓犽＝１犔（犚狌｜α狓，狊^犞，犵^犞）Ρ（α狓）

∑
２犓

狓＝１
Ρ（α狓｜犚狌）

＝
∑α狓犽＝１∏

犞

狏＝１
犔（犚狌狏｜α狓，狊^犞，犵^犞）Ρ（α狓）

∑
２犓

狓＝１
Ρ（α狓｜犚狌）

（７）

在已知学生的知识点掌握离散程度的情况下，
本文通过将已经观测到的学生答题情况和对应试题
技能需求作为先验，计算学生在试题上的实际表现
情况，即在已知学生对试题的答题情况中排除失误
和猜测后学生真实水平．

对于学生犘狌在试题犑狏上答题情况的真实水平
犃狌狏，本文首先用几何平均计算该学生在试题所需技
能上的平均技能掌握程度犛犪狏犵狌狏：

犛犪狏犵狌狏＝

１

∑
犓

犽＝１
狇狏犽∏

犓

犽＝１
犐狀槡狌狏犽 （８）

其中犐狀狌狏犽为
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犐狀狌狏犽＝１
， 狇狏犽＝０
α狌犽·狇狏犽，狇狏犽烅烄烆 ＝１ （９）

在已知学生在试题所需技能的平均掌握程度的
情况下，以学生的实际作答和ＤＩＮＡ模型所得试题
猜测率犵狏和失误率狊狏为先验参数，通过式（１０）计算
该学生的答题情况中的真实水平：

犃狌狏＝
（１－狊狏）犛犪狏犵狌狏

（１－狊狏）犛犪狏犵狌狏＋犵狏（１－犛犪狏犵狌狏），犚狌狏＝１
狊狏犛犪狏犵狌狏

狊狏犛犪狏犵狌狏＋（１－犵狏）（１－犛犪狏犵狌狏），犚狌狏
烅
烄

烆 ＝０
（１０）

至此，ＰＭＦＣＤ试题推荐方法的第１步学生认
知诊断完成．
４．２．２　学生得分预测（第２步）

在得到学生认知诊断信息后，将其用于概率矩
阵分解（第２步）．具体的，可以从学生答题真实水平
矩阵犃中提取特征犫狌狏作为ＰＭＦ的先验信息：

犫狌狏＝犫狌＋犫狏
犫狌＝１犞×∑

犞

犻＝１
犃狌犻

犫狏＝１犝×∑
犝

犻＝１
犃犻狏

（１１）

其中，犫狌表示学生犘狌的学习得分先验程度，体现了
学生之间知识点掌握程度的差异，为矩阵犃第狌行
的平均值；犫狏表示试题狏的先验得分程度，体现了题
目之间难易程度的差异，为矩阵犃第狏列的平均
值，通过考虑学生知识点掌握程度，犫狌、犫狏可以真实
地反映学生个性学习状态，为之后的工作的基础．

在加入了学生和试题的先验犫狌和犫狏之后，就得
到了本文所提出的个性化试题推荐方法ＰＭＦＣＤ
中基于认知诊断的答题情况建模方法，图３为该方
法的图模型，在该模型下学生的潜在作答情况η狌狏由
如下式（１２）得到

η狌狏＝μ＋ρ犫狌狏＋（１－ρ）犕Ｔ
狌犖狏 （１２）

其中，μ为总体平均得分．在式（１２）中，学生的个性
学习状态和学生之间共性的学习状态在η狌狏预测时
所占的比例由参数ρ进行调节，ρ∈［０，１］．ρ越大，
则表示预测得分更多的受学生学习状态的个性所影
响；ρ越小，则表示预测得分更多的受学生学习状态
的共性所影响．特别地，当ρ＝０时，不引入学生的个
性化学习状态，该方法退化为ＰＭＦ．通过在ＰＭＦ分
解中加入学生个性化学习状态犫狌狏，可以使得ＰＭＦ
分解出的低维潜在因子犕，犖在包含学生之间共性
的学习状态时加入学生的个性特征，因此可以提高
得分预测的精度和结果的解释性．

图３　ＰＭＦＣＤ图模型

从图３可以看出，学生的答疑预测由整体平均
值、试题先验、学生先验和学生试题交互４个部分
组成，每一个部分都解释了观测值的某一种属性，则
ＰＭＦＣＤ的优化目标可变为最小化函数公式：

犈＝∑
犝

狌＝１∑
犞

狏＝１
犐狌狏（犚狌狏－η狌狏）２＋λ犕犕２

犉狉狅＋λ犖犖２
犉狉狅
（１３）

其中，λ犕、λ犖为模型的正则化系数．
总的来说，ＰＭＦＣＤ方法在学生答题情况建模

时，通过结合学生的知识点掌握情况和试题难度等
可解释信息，使得该方法具备认知诊断模型的可解
释，在最大程度上从知识点层面排除学生的猜测和
失误对答题情况建模的干扰和从试题层面调整试题
难易程度对答题情况建模的干扰．
４．２．３　根据学生得分预测进行试题推荐（输出）

在已知学生潜在作答情况η狌狏后，ＰＭＦＣＤ个性
化试题推荐方法的最后一步便是根据学生的潜在作
答情况，向不同的学生推荐个性化试题．本部分将描
述ＰＭＦＣＤ根据学生潜在试题作答情况获得个性
化试题推荐的具体方法．

不同于基于兴趣点的推荐系统，在个性化试题
推荐背景下，并不是学生最感兴趣的试题、最难的试
题或最简单的试题．为此，在ＰＭＦＣＤ试题推荐方
法中，推荐试题的难度可以根据用户需求进行设定．
试题难度指试题相对于学生的难度［１６］，以学生犘狌
正确回答试题犑狏的概率作为试题犑狏对于学生犘狌的
难度犇狌狏，即

犇狌狏＝Ρ（狉狌狏＝１｜犘狌，犑狏） （１４）
在进行试题推荐时，设定推荐试题难度范围β１、

β２（β１＜β２）作为推荐试题难度边界，ＰＭＦＣＤ可以
根据学生的潜在作答情况η狌狏，向学生犘狌从待推荐
试题集合犑狉犲犮中向其推荐其正确作答概率在β１到β２
之间的试题集合犑狉犲犮＿狌：
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犑狉犲犮＿狌＝｛犑狏｜犑狏∈犑狉犲犮，犇狌狏∈［β１，β２］｝（１５）
其中β１为学生正确作答概率下界、β２为学生正确作
答概率上界．因此，在设定了相应的推荐试题难度范
围后，ＰＭＦＣＤ可以对每个学生推荐相应难度范围
内的试题．例如，将参数β１设定为０．３、参数β２设定
为０．５时，本文提出的ＰＭＦＣＤ试题推荐方法可以
从所有待推荐试题中找到对于该用户的正确作答概
率在０．３～０．５之间的试题进行推荐，即式（１２）中
η狌狏∈［０．３，０．５］的试题推荐给用户．

由于ＰＭＦＣＤ个性化试题推荐方法在进行试
题推荐时，有效地结合了学生自身学习情况的个性
以及学生之间学习情况的共性，则其推荐的试题能
够体现学生当前的学习状态，可以做到为学生推荐
合适难度的个性化试题．

５　实　验
５１　数据集介绍

实验所用的两组数据均来自于某市高中学生数
学考试的真实数据，考试的数据真实地反映了学生
对试题的掌握程度．其中，ＤＡＴＡＳＥＴ１包含２５９个
学生对２９６道试题的得分信息，试题分别来自多
次的单元性测试和一次综合性测试．这２９６道试
题共考查如下９个知识点，分别是：（Ｓ１）数系的扩充
与复数、（Ｓ２）概率与随机变量、（Ｓ３）数列、（Ｓ４）三角
函数与解三角形、（Ｓ５）立体几何、（Ｓ６）解析几何、
（Ｓ７）常用逻辑用语、（Ｓ８）函数与导数、（Ｓ９）不等式；
ＤＡＴＡＳＥＴ２由８８１９个学生对４８道试题的得分组
成，试题共来自于３次综合性测试．这４８道题共考
查１３个知识点，除了含有ＤＡＴＡＳＥＴ１中的９个
知识点外，ＤＡＴＡＳＥＴ２还包含如下４个知识点：
（Ｓ１０）集合、（Ｓ１１）计数原理、（Ｓ１２）平面向量、
（Ｓ１３）算法初步．关于两组数据集的相关统计信息
如表３所示．图４所示为两组数据集中试题与知识
点关联的犙矩阵明细．例如，从图４中的左图可以
看出ＤＡＴＡＳＥＴ１中第１题考查知识点Ｓ８；从图４
中的右图可以看出ＤＡＴＡＳＥＴ２中第２题考查知识
点Ｓ９、Ｓ１０等信息．

表３　数据集的相关统计
数据集 学生 试题 知识点

ＤＡＴＡＳＥＴ１ ２５９ ２９６ ９
ＤＡＴＡＳＥＴ２ ８８１９ ４８ １３

图４　犙矩阵

５２　实验评价指标
５．２．１　精确率、召回率与犉１

为了衡量本文所提出的个性化试题推荐方法
ＰＭＦＣＤ是否能更有效地向学生推荐合适的试题，
本文使用精确率（狆狉犲犮犻狊犻狅狀）、召回率（狉犲犮犪犾犾）和犉１
指标来评价ＰＭＦＣＤ和其他对比方法在简单试题
和困难试题推荐上的效果．具体地，精确率、召回率
和犉１的定义如式（１６）所示：

狆狉犲犮犻狊犻狅狀＝犜犘
犜犘＋犉犘，

狉犲犮犪犾犾＝犜犘
犜犘＋犉犖，

犉１＝２×狆狉犲犮犻狊犻狅狀×狉犲犮犪犾犾狆狉犲犮犻狊犻狅狀＋狉犲犮犪犾犾 （１６）
进行简单题推荐时，式（１６）中的犜犘为被推荐

试题中所有学生实际正确作答的数量；犉犘为被推
荐试题中所有学生实际未正确作答的数量；犉犖为
所有待推荐试题中学生实际正确作答的数量．

同样地，在进行难题推荐时，犜犘为被推荐试题
中所有学生实际未正确作答的数量；犉犘为被推荐
试题中所有学生实际正确作答的数量；犉犖为所有
待推荐试题中学生实际未正确作答的数量．
５．２．２　正确作答率

由于精确率、召回率和犉１值仅适用于评价推
荐题目中最难的题目和最简单的题目，若所进行的
推荐超出学生的当前学习范围，例如向初二的学生
推荐高三的数学试题作为难题、推荐百位以内的加
减法作为简单试题，则很容易保证在极端情况下简
单题和难题的推荐效果的精确率、召回率和犉１值．
在文章的第一部分介绍过，不同于传统的推荐系统，
学生试题推荐这个推荐系统并不是向学生推荐越难
的试题就越好，也不是向学生推荐越简单的试题就
越好．因此，虽然精确率、召回率、犉１值可以从一个
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侧面体现出由ＰＭＦＣＤ算法推荐得到的个性化推
荐试题所得到的难题推荐相对于学生确实有一定难
度，所得到的简单题推荐学生容易答对，但是这３个
评价指标并不能保证ＰＭＦＣＤ推荐方法向学生推
荐的中等难度试题是否真的对学生来说是否落在我
们在推荐过程中所设定的难度范围．

为此，在评价本文所提出的ＰＭＦＣＤ推荐的个
性化难度的试题时，本文提出了以正确作答率指标
犛犚来评价被推荐试题对于学生的实际难度，由设
定难度范围后所得到的所有推荐试题的学生真实作
答情况下的正确作答比例计算得出，即

犛犚＝狉犻犵犺狋狋狅狋犪犾 （１７）
其中狋狅狋犪犾为推荐试题总数，狉犻犵犺狋为推荐试题中学
生正确作答的数量．犛犚可以反映出所推荐的题目相
对于学生的实际难度，当推荐范围的上界和下届设置
的都偏高时，所推荐的题目对于学相对简单，则学生
的实际作答正确率应当偏高；当推荐范围［β１，β２］的上
界和下届设置都偏低时，所推荐的题目相对于学生
困难，则学生的实际作答正确率应当偏低．
５３　对比实验方法

为了验证ＰＭＦＣＤ试题推荐的效果，本文将
ＰＭＦＣＤ与如下实验方法进行对比：

（１）ＤＩＮＡ方法［１１］．根据ＤＩＮＡ诊断出的学生
知识点掌握程度，从待推荐试题集中选取学生知识
点掌握较弱的知识点（困难试题推荐）和知识点掌握
较强的知识点（简单试题推荐）的相关试题进行
推荐．

（２）犽ＮＮ协同过滤方法［７］．通过学生已有试题
得分，计算学生间Ｊａｃｃａｒｄ相似度寻找答题情况最
相似的学生，再根据最相似学生的得分预测目标学
生的得分，进而根据预测得分的高低进行试题推荐．

（３）概率矩阵分解方法［１０］．不引入学生个性学
习状态和试题得分程度作先验（即式（１２）中的犫狌狏），
仅通过传统ＰＭＦ方法预测学生得分，进而根据预
测得分的高低进行试题推荐．特别地，ＰＭＦ方法也
是ＰＭＦＣＤ方法在式（１２）中的特例（即ρ＝０）．
５４　实验及结果分析

实验部分从以下５个方面进行实验并阐明实验
结果：

（１）通过卡方检验，从统计学的角度说明所提
出的ＰＭＦＣＤ个性化试题推荐方法在学生潜在作
答情况预测部分的预测有效性．

（２）对比实验，ＰＭＦＣＤ相比于对比算法在难
题和简单题推荐效果是否有所提升？

（３）对于给定推荐试题难度范围［β１，β２］，ＰＭＦ
ＣＤ推荐的试题是否符合推荐难度的要求？

（４）参数ρ如何影响ＰＭＦＣＤ的推荐效果？
（５）通过案例分析说明对于学生的实际推荐试

题，是否真实地反映了他当前的学习状态（符合他知
识点掌握程度）？
５．４．１　ＰＭＦＣＤ得分预测卡方检验

由于无论是学生学习的个性和共性都难以直接
测量和检验，难以直接确定建模所得到的学生知识
点掌握向量和隐含知识点掌握向量的低维潜在因子
是否准确，更难以直接根据所获得的知识点掌握向
量和潜在因子向学生进行试题推荐．为了解决这个
问题，在所提出的个性化试题推荐方法ＰＭＦＣＤ
中，首先根据建模的结果模拟学生在测试集数据上
的潜在作答情况η狌狏，并根据模拟得到的η狌狏进行试
题推荐．

因此在进行对比实现之前，增设ＰＭＦＣＤ推荐
方法中得分预测部分的卡方检验，从统计的角度证
明所以出的个性化试题推荐方法ＰＭＦＣＤ在成绩
预测部分的有效性．

由于学生试题得分犚矩阵数据分布为离散型，
此处我们将ＰＭＦＣＤ方法中预测得分大于等于０．５
的情况视为预测学生对该题的回答正确，小于０．５
的情况视为预测学生对该题的回答错误．

假设检验：
Ｈ０：ＰＭＦＣＤ方法预测学生潜在作答情况η狌狏

和学生实际作答情况相互独立，ＰＭＦＣＤ方法预测
学生得分和实际学生得分无关．

Ｈ１：ＰＭＦＣＤ方法预测学生潜在作答情况η狌狏
和学生实际作答情况不相互独立，ＰＭＦＣＤ方法预
测学生得分和实际学生得分相关．

置信度：α＝０．００５．
在ＤＡＴＡＳＥＴ１和ＤＡＴＡＳＥＴ２中分别随机选

取２０％的学生在４０％的试题上的作答情况进行卡
方验证，统计结果如表４所示．

表４　犘犕犉犆犇对两种作答情况的预测结果
（ａ）ＤＡＴＡＳＥＴ１

分组 η狌狏＝狉狌狏 η狌狏≠狉狌狏 合计
狉狌狏＝１ ３５９５（３０７８） ３３８（８５５） ３９３３
狉狌狏＝０ １２０７（１７２４） ９９６（４７８） ２２０３
合计 ４８０２ １３３４ ６１３６

（ｂ）ＤＡＴＡＳＥＴ２
分组 η狌狏＝狉狌狏 η狌狏≠狉狌狏 合计
狉狌狏＝１ ２０５９８（１８６５４） ２５２９（４４７４） ２３１２７
狉狌狏＝０ ６４３５（８３７９） ３９５４（２００１） １０３８９
合计 ２７０３３ ６４８３ ３３５１６

注：括号内为理论频数．
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通过计算两组数据集下抽样得到的χ２值，可得
χ２ＤＡＴＡＳＥＴ１＝１１１２．７９３、χ２ＤＡＴＡＳＥＴ２＝３３８０．６５６，根据卡方
检验狆值表可以得到狆ＤＡＴＡＳＥＴ１＜０．００５、狆ＤＡＴＡＳＥＴ２＜
０．００５，因此我们拒绝原假设Ｈ０，接受假设Ｈ１，即
通过统计学上的卡方验证可以看出ＰＭＦＣＤ方法
预测学生得分和实际学生得分相关，即验证了本文
所提出的基于认知诊断的个性化试题推荐方法在学
生得分预测部分的有效性．
５．４．２　简单题和难题推荐对比实验

在比较试题推荐效果的实验中，实验分别从简
单试题推荐和困难试题推荐两个角度，将ＰＭＦＣＤ
方法与５．３节所描述的３种对比实验方法进行对比
实验．简单题推荐的做法为向目标学生犘狌推荐待推
荐试题集中对该学生最简单的试题（组）（即该学生
潜在作答情况η狌狏最高的试题（组）），难题推荐的做
法为向学生犘狌推荐待推荐试题集中对该学生最难
的试题（组）（即该学生潜在作答情况η狌狏最低的试题
（组））．具体地，在两组数据集中，分别在学生和试题
两个维度进行交叉验证．分别随机选取２０％的学生
作为测试集学生进行试题推荐，其余８０％学生作为
训练集．而对于试题，本文依次选择试题测试集（待
推荐试题总量）的比例为３０％、４０％、５０％，其余的
试题作为训练集．

以总试题的３０％做测试集的实验为例．实验时
以全部的学生在７０％测试集中的试题作答情况获
得学生知识点掌握程度，再以８０％的测试集学生在
全部试题上的作答情况获得试题的失误率和猜测

率．这样的交叉验证划分保证了测试集学生在测试
集试题上的作答情况不用于任何的参数训练．

依次划分实验训练集和测试集后，本文使用上
述４种实验方法在两组数据集中分别向每个测试集
中的学生推荐５道困难试题和５道简单试题，并分
别计算４种方法的精确率、召回率与犉１值，通过比
较３个参数来评价４种不同的推荐方法的试题（简
单题／难题）推荐效果．

实验中，本文设定ＰＭＦＣＤ方法分解的犕、犖
低维矩阵的维度为１０，为防止ＰＭＦＣＤ模型在训练
时出现过拟合现象［１０］，本文设定正则化系数λ犕＝
λ犖＝０．０１，模型中的参数ρ＝０．４（将在５．４．４节参
数ρ的设置中通过实验详细阐述实验中设置ρ＝０．４
的原因）．试题推荐实验对比结果如图５和表５所示
（表５为图５具体数据），从中可以看出以下对比信息：

（１）在ＤＡＴＡＳＥＴ１和ＤＡＴＡＳＥＴ２下所有测试
集比例的实验中，无论是对简单试题推荐，还是困难
试题推荐，引入学生个性学习状态和试题得分程度
作为先验的ＰＭＦＣＤ方法的试题推荐效果均优于
其他算法．说明ＰＭＦＣＤ在简单题和难题的推荐上
相比于其他的３种对比实验方法更加有效．

（２）且相比于传统ＰＭＦ算法，在测试集比例较
小时，ＰＭＦＣＤ方法的优势不是特别明显，但是随
着训练集的减小，测试集的增大，ＰＭＦＣＤ的优势
体现出来，这说明在ＰＭＦ分解中加入学生个性化
学习状态犫狌狏，可以使得ＰＭＦ分解出的低维潜在因
子犕，犖在包含学生之间共性的学习状态的同时加

图５　不同推荐方法在不同数据集下推荐效果
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表５　不同推荐方法在不同数据集下推荐效果的准确率、召回率和犉１
　
　
　
方法

简单题预测效果
ＤＡＴＡＳＥＴ１
测试集试题比率

３０％ ４０％ ５０％

ＤＡＴＡＳＥＴ２
测试集试题比率

３０％ ４０％ ５０％

难题预测效果
ＤＡＴＡＳＥＴ１
测试集试题比率

３０％ ４０％ ５０％

ＤＡＴＡＳＥＴ２
测试集试题比率

３０％ ４０％ ５０％
精
确
率

ＤＩＮＡ ０．３２３１０．３６５４０．３５７７０．４９６５０．５４４５０．５９６４０．５１９２０．５０７７０．５００００．５３８３０．６０６６０．６３６１
犽ＮＮ ０．７９２３０．７９２３０．８９２３０．７６１２０．８６５４０．８８０９０．８３８５０．７６９２０．７５７７０．７０２７０．７２３６０．７３１９
ＰＭＦ ０．８９６２０．９００００．９４２３０．８１０４０．８８３８０．９０５８０．９５３８０．９６５４０．９７３１０．８６５３０．９０１４０．８９８７
ＰＭＦＣＤ０９００００９０３８０９４６２０８１３５０８８７３０９１２２０９６５４０９６９２０９８４６０８７０４０９０７２０９０５４

召
回
率

ＤＩＮＡ ０．１２６３０．１４２９０．１３９８０．３７２８０．２９２６０．２４５００．２３０８０．２２５６０．２２２２０．３６６７０．３１２８０．２６８８
犽ＮＮ ０．３０９８０．３０８９０．３４８９０．５７１５０．４６５１０．３６１９０．３７２６０．３４１９０．３３６８０．４７８７０．３７３２０．３０９４
ＰＭＦ ０．３５０４０．３５１９０．３６８４０．６０８５０．４７４９０．３７２１０．４２３９０．４２９１０．４３２５０．５８９４０．４６４８０．３７９９
ＰＭＦＣＤ０３５１９０３５３４０３６９９０６１０８０４７６８０３７４７０４２９１０４３０８０４３７６０５９２９０４６７９０３８２７

犉１
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入学生的个性特征，说明在综合了学生的学习个性
和学生之间的学习共性之后，能更精确地对学生进
行建模，提高学生个性化试题的推荐效果．

（３）从图５和表５的实验结果中还可以看出，随
着训练数据量的下降，基于犽ＮＮ协同过滤的试题推
荐方法效果呈明显的下降趋势，这可能是由于随着
训练数据比例的下降，犽ＮＮ算法难以通过相似度计
算方法精准找出学生之间的相似程度最大的学生而
影响了最终的试题推荐效果，但本文所提出的个性
化试题推荐方法ＰＭＦＣＤ在包含相似学生的学习
状态之外，还包含待推荐学生自身的学习个性，推荐
效果较好．

（４）此外，ＤＩＮＡ模型的试题推荐的效果很不稳
定，在训练集比例较高时的推荐效果较差，这可能是
由于训练数据的减少使得对学生知识点掌握程度诊
断的误差有明显增大．且由于ＤＩＮＡ方法在进行试
题推荐的效果明显较差，本文在部分实验测试集的
图上没有进一步展示该方法的结果，具体结果可参
见表５．可以看出，虽然学生的知识点掌握情况作为
学生的隐藏属性难以衡量，诊断所得到的学生知识
点掌握状态也在试题推荐时表现出的效果相比另外
两种对比方法差，但当我们将从学生知识点掌握程
度得到学生试题掌握程度作为先验信息，并加入
ＰＭＦ方法形成本文所提出的基于认知诊断的个性
化推荐方法ＰＭＦＣＤ时，却提高了在简单题和难题
上的推荐效果．

从对比实验的结果可以看出，ＰＭＦＣＤ在简单
题和难题推荐准确性上的优势．
５．４．３　推荐试题难度参数β的设置

在本文所提出的个性化试题推荐方法的最后一
步中，可以设定待推荐试题的难度范围．为了验证对

于给定推荐试题难度范围［β１，β２］，ＰＭＦＣＤ推荐的
试题是否符合推荐难度的要求，进行参数β的不同
设置下学生相应犛犚变化趋势的实验．

本文使用测试集上的学生的正确作答率（犛犚）
来验证ＰＭＦＣＤ方法是否能够有效地为学生推荐
合适的试题，并选用不加学生个性化知识点掌握程
度的ＰＭＦ方法作为对比方法．具体地，本文将推荐
试题的难度β依次划分为１１个范围，从０到１（包括
０和１）每间隔０．１取一次β并以［β－０．１，β＋０．１］
作为推荐题目难度范围进行实验．实验中依次提高
推荐试题的难度，在测试集中根据上述两种算法的
预测得到的学生潜在作答情况筛选得到对每个学生
在该难度范围下的个性化推荐试题集，计算测试集
上学生对于推荐试题的正确作答率（犛犚）并观察犛犚
随β的变化情况，实验结果如图６所示．

从图６可以看出，随着推荐难度的减小，学生
对所推荐的试题正确作答率（犛犚）不断提高，说明
ＰＭＦＣＤ能够根据推荐试题难度的需要，推荐适合
学生的难度的试题．例如，设定β为０．４时，学生在
ＰＭＦＣＤ算法推荐的试题上的实际正确作答率接
近０．４．此外，从图６（ｂ）中可以看出，在样本量更大
的ＤＡＴＡＳＥＴ２中，根据不同设定难度的要求，
ＰＭＦＣＤ方法的试题推荐效果稳步上升，能够更接
近学生的做题水平，而传统ＰＭＦ方法的试题推荐
效果存在一定的误差，例如，图６（ｂ）中设定试题难
度β为０．２时，学生在ＰＭＦ算法推荐的试题上的正
确作答率（犛犚）约为０．１．另外，ＰＭＦＣＤ在图６（ａ）
的ＤＡＴＡＳＥＴ１上的推荐效果与ＰＭＦ算法类似，这
可能是ＤＡＴＡＳＥＴ１的数据量较小，而导致ＰＭＦ
ＣＤ算法的优势不够明显．

通过参数β设置的实验可以看出，本文所提出

７８１１期 朱天宇等：基于认知诊断的个性化试题推荐方法



图６　不同推荐难度β对测试集中推荐效果的影响

的基于认知诊断的个性化试题推荐方法ＰＭＦＣＤ
在引入了学生个性化知识点掌握情况后，相对于不
引入学生个性化学习状态的情况可以更加精准的向
每个学生推荐所设定推荐难度范围内的试题．该方
法在结合了学生学习的个性和学生之间的学习共性
之后，可以更加准确的进行学生的潜在作答情况预
测，从而使得基于这种更准确的潜在作答情况预测
得到的个性化试题推荐的结果更加可靠且可解释
性好．
５．４．４　参数ρ的设置

图７　ρ值对ＰＭＦＣＤ效果的影响

本文所提出的ＰＭＦＣＤ模型中，参数ρ作为调
整ＰＭＦ方法和认知诊断程度的权重参数出现，且
ρ∈［０，１］．ρ越大，则表示学生得分越接近学生个性
学习状态；ρ越小，则表示学生得分越接近学生之间
的共性学习状态．特别地，当ρ＝０时，该方法退化为
ＰＭＦ．

在参数ρ的设置实验中，我们分别在ＤＡＴＡＳＥＴ１
和ＤＡＴＡＳＥＴ２中选取２０％的学生在４０％的试题
上的作答情况作为测试集进行不同的ρ对本文所提
出的ＰＭＦＣＤ个性化试题推荐方法在简单题和难
题推荐上的推荐效果进行实验．

图７显示了ＰＭＦＣＤ分别在两个数据集下进

行简单试题和困难试题推荐时，算法的推荐结果效
果（犉１值）与参数ρ值的变化关系．从图７可以看
出，ρ值的选取对ＰＭＦＣＤ方法的试题推荐效果有
明显的影响．由图７（ｂ）可以看出，对于ＤＡＴＡＳＥＴ２，
ρ＝０．６可以使得ＰＭＦＣＤ进行困难试题推荐的效
果最好；ρ∈［０．４，０．６］可以保证ＰＭＦＣＤ进行简单
试题推荐有较好的效果．仔细分析图７不难发现，在
ρ＝０．６上升到ρ＝０．７时在ＤＡＴＡＳＥＴ１中的难题
推荐下有略微的下降，而在比ＤＡＴＡＳＥＴ１样本数
量多的ＤＡＴＡＳＥＴ２中，此处的下降非常明显，我们
认为在ρ＝０．６这一点周围该方法表现出来的稳定
性不够；反之在ρ＝０．４的周围，在ＤＡＴＡＳＥＴ１上
或是在ＤＡＴＡＳＥＴ２上，在简单题预测表现和难题
预测表现上其犉１值都相对平稳且表现较好．综合
考虑ρ取值不同时ＰＭＦＣＤ推荐效果的自身表现
及其潜在的稳定性，这便是本文在５．５节选定ρ＝
０．４作为实验的模型参数的原因．

然而，图７（ａ）中显示，在ＤＡＴＡＳＥＴ１上，ρ值
的选取对于ＰＭＦＣＤ在简单试题上的影响效果不
明显，这可能是由于ＤＡＴＡＳＥＴ１数据量较小，从而
影响了算法的效果．此外，我们还能发现，ρ值的选
择对于ＰＭＦＣＤ进行简单试题推荐的影响相比于
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困难试题推荐较弱，这可能是因为简单试题对于学
生学习状态的反映不够明显，而困难试题能够比较
准确地反映学生的学习状态．
５．４．５　案例分析

本节通过实际案例分析展示了ＰＭＦＣＤ对于两
个学生的试题推荐情况．图８显示了在ＤＡＴＡＳＥＴ１
上学生Ａ，Ｂ对于９个知识点的掌握程度．可以看
出，学生Ａ在Ｓ１，Ｓ４，Ｓ８等知识点上掌握较好，知识
点Ｓ３，Ｓ９上掌握较差；学生Ｂ在知识点Ｓ１，Ｓ７上掌
握较好，在知识点Ｓ２，Ｓ５上掌握较差．

在测试数据集中，学生Ａ和学生Ｂ的正确作答
率均为５０％，当选取难度在０．３～０．５之间的试题
进行推荐时，ＰＭＦＣＤ向学生Ａ推荐的试题为推荐
集中１３题和２０１题、向学生Ｂ推荐的试题为推荐集
中７题、１３２题和２０１题．其中，１３２题考查的是Ｓ２
知识点，由图８可以看出学生Ｂ的Ｓ２知识点较弱，
学生Ａ的Ｓ２知识点在中等水平．由于选取的试题
难度为０．３～０．５之间属于难度较高的试题，１３２题
相对于学生Ａ属于难度一般的试题，相对于学生Ｂ
属于难度较高的试题．

图８　学生知识点掌握程度示例

从该案例分析中可看出，本文提出的个性化试
题推荐方法ＰＭＦＣＤ在推荐难度较高的试题时，可
以针对每个学生的个性化学习状态向其推荐相应的
试题，试题推荐结果具有很强的可解释性．
５５　实验结果讨论

从５个部分的实验结果可以看出，本文所提出
的基于认知诊断的个性化试题推荐方法ＰＭＦＣＤ
无论是在简单题／难题的推荐效果上还是在所推荐
试题难度和选择的推荐难度范围的吻合度上均有较
好的效果，这是因为该方法同时考虑了学生学习状
态的个性（知识点掌握情况）和学生之间的学习共性
（协同过滤方法）从而提高了推荐效果的可靠性和解
释性．

由于本文所使用的数据集为高中学生数学测试
的真实数据，且两组数据集中学生分别参加了所有
的考试，故两组数据集的填充率为１００％，而在实际
的场景中，由于高中数学的试题总量极其庞大，每个
学生以其有限的精力只能完成题海中试题的少部
分，同时每道题也只会有小部分学生进行作答，故可
观测的学生数据往往是稀疏的．由本文的实验结果
可以看出，ＰＭＦＣＤ因为结合了学生学习的个性和
共性，在获得学生低维潜在因子时加入了其知识点
掌握情况作为先验参数，这样结果既有ＰＭＦ分解
的学生学习共性，也包含了由ＤＩＮＡ模型得到的学
生知识点掌握程度个性，就使得ＰＭＦＣＤ方法既避
免了仅使用知识点掌握程度进行推荐时因为训练
集小而对学生知识点掌握程度测量不准的问题，也
避免了仅使用ＰＭＦ方法时可解释性差的欠缺，从
５．４．５小节的案例分析中可以看出本文提出的基于
认知诊断的个性化试题推荐方法使得推荐结果的可
靠性和可解释性增强．

６　结论和展望
针对传统认知诊断模型和传统ＰＭＦ算法在学

生试题推荐方面的缺陷，即前者忽略了学生之间的
学习个性、后者忽略了学生的学习个性，本文提出了
一种结合概率矩阵分解和认知诊断的个性化试题推
荐方法ＰＭＦＣＤ．该方法的输入为学生在试题上的
答题情况和由教育领域内的专家所标注的试题知识
点关联矩阵（犙矩阵）；ＰＭＦＣＤ的第１步结合认知
诊断模型对学生知识点掌握程度进行建模，并联合
试题的知识点考察情况获得学生在试题上的掌握程
度；第２步将学生的个性试题掌握程度作为ＰＭＦ
算法的先验信息使用，进行学生的得分预测，在考虑
学生群体之间学习的共性的同时加入了被推荐学生
个人的学习状态个性；第３步根据给定推荐试题的
难度范围［β１，β２］，筛选出适合目标学生做题难度的
试题形成待推荐试题集，并向学生进行推荐．文章的
最后，通过大量实验证明了本文所提出的基于认知
诊断的个性化试题推荐方法ＰＭＦＣＤ的合理性和
可解释性．

本文所提出的推荐方法，将所有学生的个性化
先验的权重参数ρ视为同等重要，而在实际的学习
过程中，有些学生的学习个性强，有些学生的学习个
性弱．在进行ＰＭＦＣＤ进行试题推荐时，若考虑学
生学习的个性强度，则会让推荐结果的可靠性更高，
这也是未来的研究方向之一．
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［２８］ＣａｌｄｅｒｓＴ，ＰｅｃｈｅｎｉｚｋｉｙＭ．Ｉｎｔｒｏｄｕｃｔｉｏｎｔｏｔｈｅｓｐｅｃｉａｌｓｅｃｔｉｏｎ

ｏｎｅｄｕｃａｔｉｏｎａｌｄａｔａｍｉｎｉｎｇ．ＡＣＭＳＩＧＫＤＤＥｘｐｌｏｒａｔｉｏｎｓ
Ｎｅｗｓｌｅｔｔｅｒ，２０１２，１３（２）：３６

［２９］ＪａｍａｌｉＭ，ＥｓｔｅｒＭ．Ａｍａｔｒｉｘｆａｃｔｏｒｉｚａｔｉｏｎｔｅｃｈｎｉｑｕｅｗｉｔｈ
ｔｒｕｓｔｐｒｏｐａｇａｔｉｏｎｆｏｒｒｅｃｏｍｍｅｎｄａｔｉｏｎｉｎｓｏｃｉａｌｎｅｔｗｏｒｋｓ／／
Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ４ｔｈＡＣＭＣｏｎｆｅｒｅｎｃｅｏｎＲｅｃｏｍｍｅｎｄｅｒ
Ｓｙｓｔｅｍｓ．ＮｅｗＹｏｒｋ，ＵＳＡ，２０１０：１３５１４２

犣犎犝犜犻犪狀犢狌，ｂｏｒｎｉｎ１９９３，Ｍ．Ｓ．
ｃａｎｄｉｄａｔｅ．Ｈｅｒｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅ
ｄａｔａｍｉｎｉｎｇａｎｄｒｅｃｏｍｍｅｎｄｅｒｓｙｓｔｅｍ．

犎犝犃犖犌犣犺犲狀犢犪，ｂｏｒｎｉｎ１９９２，Ｍ．Ｓ．ｃａｎｄｉｄａｔｅ．Ｈｉｓ
ｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｅｄｕｃａｔｉｏｎａｌｄａｔａｍｉｎｉｎｇ，ｒｅｃｏｍ
ｍｅｎｄｅｒｓｙｓｔｅｍ．

犆犎犈犖犈狀犎狅狀犵，ｂｏｒｎｉｎ１９６８，Ｐｈ．Ｄ．，ｐｒｏｆｅｓｓｏｒ．Ｈｉｓ
ｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｍａｃｈｉｎｅｌｅａｒｎｉｎｇ，ｄａｔａｍｉｎｉｎｇ，
ｓｏｃｉａｌｎｅｔｗｏｒｋａｎｄｐｅｒｓｏｎａｌｉｚｅｄｒｅｃｏｍｍｅｎｄｅｒｓｙｓｔｅｍ．

犔犐犝犙犻，ｂｏｒｎｉｎ１９８６，Ｐｈ．Ｄ．，ａｓｓｏｃｉａｔｅｐｒｏｆｅｓｓｏｒ．Ｈｉｓ
ｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｄａｔａｍｉｎｉｎｇａｎｄｋｎｏｗｌｅｄｇｅｄｉｓｃｏｖｅｒｙ

ｉｎｄａｔａｂａｓｅ，ｍａｃｈｉｎｅｌｅａｒｎｉｎｇｍｅｔｈｏｄａｎｄａｐｐｌｉｃａｔｉｏｎ．
犠犝犚狌狀犣犲，ｂｏｒｎｉｎ１９９０，Ｐｈ．Ｄ．ｃａｎｄｉｄａｔｅ．Ｈｉｓ

ｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｅｄｕｃａｔｉｏｎａｌｄａｔａｍｉｎｉｎｇａｎｄｃｏｇｎｉｔｉｖｅ
ｄｉａｇｎｏｓｉｓ．

犠犝犔犲，ｂｏｒｎｉｎ１９８８，Ｐｈ．Ｄ．，ｌｅｃｔｕｒｅｒ．Ｈｅｒｒｅｓｅａｒｃｈ
ｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｅｄｕｃａｔｉｏｎａｌｄａｔａｍｉｎｉｎｇａｎｄｋｎｏｗｌｅｄｇｅ
ｄｉｓｃｏｖｅｒｙｉｎｄａｔａｂａｓｅ，ｒｅｃｏｍｍｅｎｄｅｒｓｙｓｔｅｍ，ｓｏｃｉａｌｎｅｔｗｏｒｋ．

犛犝犢狌，ｂｏｒｎｉｎ１９８４，Ｐｈ．Ｄ．ｃａｎｄｉｄａｔｅ．Ｈｉｓｒｅｓｅａｒｃｈ
ｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｄａｔａｍｉｎｇ，ｉｍａｇｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ．

犆犎犈犖犣犺犻犌犪狀犵，ｂｏｒｎｉｎ１９７７，Ｐｈ．Ｄ．ｃａｎｄｉｄａｔｅ．Ｈｉｓ
ｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｎａｔｕｒｅｌａｎｇｕａｇｅｕｎｄｅｒｓｔａｎｄｉｎｇ，
ｈｕｍａｎｃｏｍｐｕｔｅｒｉｎｔｅｒａｃｔｉｏｎ，ｄａｔａｍｉｎｉｎｇ．

犎犝犌狌狅犘犻狀犵，ｂｏｒｎｉｎ１９７７，Ｐｈ．Ｄ．，ｅｎｇｉｎｅｅｒ．Ｈｉｓ
ｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｉｎｔｅｌｌｉｇｅｎｔｖｏｉｃｅ，ｌａｎｇｕａｇｅｃｏｒｅ
ｔｅｃｈｎｏｌｏｇｙ．

犅犪犮犽犵狉狅狌狀犱
Ｔｈｉｓｐａｐｅｒｆｏｃｕｓｏｎｐｅｒｓｏｎａｌｉｚｅｄｑｕｅｓｔｉｏｎｒｅｃｏｍｍｅｎｄａｔｉｏｎ

ｆｏｒｓｔｕｄｅｎｔｓ，ｗｈｉｃｈｉｓａｓｕｂｑｕｅｓｔｉｏｎｏｆＥｄｕｃａｔｉｏｎａｌＤａｔａ
Ｍｉｎｉｎｇ（ＥＤＭ）．ＥＤＭｄｅｓｃｒｉｂｅｓａｒｅｓｅａｒｃｈｆｉｅｌｄｃｏｎｃｅｒｎｅｄｂｙ
ｃｏｍｐｕｔｅｒｓｃｉｅｎｃｅ，ｅｄｕｃａｔｉｏｎａｌｐｓｙｃｈｏｌｏｇｙａｎｄｓｔａｔｉｓｔｉｃｓ，ｉｎ
ｗｈｉｃｈｍｅｔｈｏｄｓａｎｄｔｅｃｈｎｉｑｕｅｓｆｏｒｅｘｐｌｏｒｉｎｇｄａｔａｏｒｉｇｉｎａｔｉｎｇ
ｆｒｏｍｖａｒｉｏｕｓｅｄｕｃａｔｉｏｎａｌｉｎｆｏｒｍａｔｉｏｎｓｙｓｔｅｍｓｈａｖｅｂｅｅｎ
ｄｅｖｅｌｏｐｅｄ．Ｒｅｃｅｎｔｌｙ，ＥＤＭｈａｓｄｒａｗｎａｌｏｔｏｆｒｅｓｅａｒｃｈ
ａｔｔｅｎｔｉｏｎｅ．ｇ．，ｏｎｅａｒｎｉｎｇｍａｎａｇｅｍｅｎｔｓｙｓｔｅｍ（ＬＭＳ），
ｉｎｔｅｌｌｉｇｅｎｔｔｕｔｏｒｉｎｇｓｙｓｔｅｍｓ（ＩＴＳ）ａｎｄｍａｓｓｉｖｅｏｐｅｎｏｎｌｉｎｅ
ｃｏｕｒｓｅ（ＭＯＯＣ）．Ｂａｓｅｄｏｎｔｈｅｈｕｇｅａｍｏｕｎｔｓｏｆｄａｔａｃｏｌｌｅｃｔｅｄ
ｆｒｏｍｔｈｅｓｅｉｎｔｅｒａｃｔｉｖｅｌｅａｒｎｉｎｇｅｎｖｉｒｏｎｍｅｎｔｓ，ｌｏｔｓｏｆｍｅａｎｉｎｇｆｕｌ
ｒｅｓｅａｒｃｈｅｓｈａｖｅｂｅｅｎｐｕｂｌｉｓｈｅｄ，ｅ．ｇ．，ｉｎｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＥｄｕｃａｔｉｏｎａｌＤａｔａＭｉｎｉｎｇ（ＥＤＭ），Ｉｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＩｎｔｅｌｌｉｇｅｎｔＴｕｔｏｒｉｎｇＳｙｓｔｅｍ（ＩＴＳ）ａｎｄＡＣＭ
ＳＩＧＫＤＤＣｏｎｆｅｒｅｎｃｅｏｎＫｎｏｗｌｅｄｇｅＤｉｓｃｏｖｅｒｙａｎｄＤａｔａ
Ｍｉｎｉｎｇ．Ｍｏｓｔｏｆｅｘｉｓｔｉｎｇｒｅｓｅａｒｃｈｆａｌｌｉｎｔｏｔｈｒｅｅｃａｔｅｇｏｒｉｅｓ：
Ｆｉｒｓｔ，ｍｏｄｅｌｉｎｇｓｔｕｄｅｎｔｔｈｒｏｕｇｈｄａｔａｍｉｎｉｎｇｍｅｔｈｏｄｏｒ
ｃｏｇｎｉｔｉｖｅｄｉａｇｎｏｓｉｓｍｏｄｅｌｉｎｏｒｄｅｒｔｏｐｒｅｄｉｃｔｓｔｕｄｅｎｔ
ｐｅｒｆｏｒｍａｎｃｅ；Ｓｅｃｏｎｄ，ｇｒｏｕｐｉｎｇｓｔｕｄｅｎｔｓｔｈｒｏｕｇｈｃｌｕｓｔｅｒｉｎｇ
ｂａｓｅｄｏｎｈｏｍｏｇｅｎｅｏｕｓｏｒｈｅｔｅｒｏｇｅｎｅｏｕｓｔｈｅｏｒｙｔｏｅｘｐｌｏｒｅ

ｃｏｌｌａｂｏｒａｔｉｖｅｌｅａｒｎｉｎｇｐａｔｔｅｒｎｓ；Ｔｈｉｒｄ，ｍｉｎｉｎｇｆｒｅｑｕｅｎｔ
ｐａｔｔｅｒｎｓｆｒｏｍｔｈｅｉｎｔｅｒａｃｔｉｖｅｆｅｅｄｂａｃｋｂｅｔｗｅｅｎｓｔｕｄｅｎｔｓａｎｄ
ｔｈｅｌｅａｒｎｉｎｇｓｙｓｔｅｍｓｓｏａｓｔｏｒｅｃｏｍｍｅｎｄｐｅｒｓｏｎａｌｉｚｅｄｒｅｍｅｄｙ
ｔｏｓｔｕｄｅｎｔｓ．

Ｉｎｏｕｒｗｏｒｋ，ｗｅｃｏｍｂｉｎｅｄｔｈｅｆｉｒｓｔａｎｄｔｈｅｔｈｉｒｄａｓｐｅｃｔｓ
ｔｏｄｏａｐｅｒｓｏｎａｌｉｚｅｄｑｕｅｓｔｉｏｎｒｅｃｏｍｍｅｎｄａｔｉｏｎ：Ｆｉｒｓｔ，ｗｅ
ｃｏｍｂｉｎｅｄＰｒｏｂａｂｉｌｉｓｔｉｃＭａｔｒｉｘＦａｃｔｏｒｉｚａｔｉｏｎ（ＰＭＦ），ｏｎｅｏｆ
ｔｈｅｄａｔａｍｉｎｉｎｇｍｅｔｈｏｄ，ａｎｄＤＩＮＡｍｏｄｅｌ，ｏｎｅｏｆｔｈｅ
ｃｏｇｎｉｔｉｖｅｄｉａｇｎｏｓｉｓｍｏｄｅｌ，ｔｏｐｒｅｄｉｃｔｓｔｕｄｅｎｔｐｅｒｆｏｒｍａｎｃｅ
（ＰＳＰ）；Ｓｅｃｏｎｄ，ｗｅｒｅｃｏｍｍｅｎｄｑｕｅｓｔｉｏｎｓｔｏｅａｃｈｓｔｕｄｅｎｔｂｙ
ｔｈｅｉｒｐｒｅｄｉｃｔｅｄｐｅｒｆｏｒｍａｎｃｅ．Ｉｎｔｈｉｓｗａｙ，ｗｅｃａｎｒｅｃｏｍｍｅｎｄ
ｕｓｅｆｕｌｑｕｅｓｔｉｏｎｓｆｏｒｅａｃｈｓｔｕｄｅｎｔｔｈｒｏｕｇｈｍａｓｓｉｖｅｑｕｅｓｔｉｏｎｓ．

Ｔｈｉｓｒｅｓｅａｒｃｈｗａｓｐａｒｔｉａｌｌｙｓｕｐｐｏｒｔｅｄｂｙｇｒａｎｔｓｆｒｏｍ
ｔｈｅＮａｔｉｏｎａｌＳｃｉｅｎｃｅＦｏｕｎｄａｔｉｏｎｆｏｒＤｉｓｔｉｎｇｕｉｓｈｅｄＹｏｕｎｇ
ＳｃｈｏｌａｒｓｏｆＣｈｉｎａ（ＧｒａｎｔＮｏ．６１３２５０１０），ｔｈｅＮａｔｕｒａｌ
ＳｃｉｅｎｃｅＦｏｕｎｄａｔｉｏｎｏｆＣｈｉｎａ（ＧｒａｎｔＮｏ．６１４０３３５８）ａｎｄｔｈｅ
ＡｎｈｕｉＰｒｏｖｉｎｃｉａｌＮａｔｕｒａｌＳｃｉｅｎｃｅＦｏｕｎｄａｔｉｏｎ（Ｇｒａｎｔ
Ｎｏ．１４０８０８５ＱＦ１１０）．ＱｉＬｉｕａｃｋｎｏｗｌｅｄｇｅｓｔｈｅｓｕｐｐｏｒｔｏｆｔｈｅ
ＹｏｕｔｈＩｎｎｏｖａｔｉｏｎＰｒｏｍｏｔｉｏｎＡｓｓｏｃｉａｔｉｏｎ，ＣｈｉｎｅｓｅＡｃａｄｅｍｙ
ｏｆＳｃｉｅｎｃｅｓ（Ｎｏ．２０１４２９９）．

１９１１期 朱天宇等：基于认知诊断的个性化试题推荐方法


